Logistisk regression for att prediktera om en
laneansokan ska beviljas eller avslés

Viktor Ellerud




Kandidatuppsats 2023:13
Matematisk statistik
Juni 2023

www.math.su.se

Matematisk statistik
Matematiska institutionen

Stockholms universitet
106 91 Stockholm




7’5)

s,

" 7 }O(; Matematisk statistik

/;- S Stockholms universitet
s Kandidatuppsats 2023:13

Sto_ckhqlms http://www.math.su.se/matstat
universitet

NERS/,

Logistisk regression for att prediktera om en
laneansokan ska beviljas eller avslas

Viktor Ellerud*
Juni 2023

Sammanfattning

Syftet med detta arbete &ar att kunna prediktera samt avgora vilka fak-
torer som &r viktigast for att avgora om en laneansokan ska beviljas
eller avslas givet en viss information om lantagaren. Eftersom respon-
svariabeln &r bindr kommer logistisk regression att appliceras. De fyra
framtagna modellernas prediktionsforméga jamfors och tolkas utifran
ett flertal jAmforelsematt dér samtliga modeller presterar forhallande-
vis likvardigt.

Slutsatsen som kan dras ar att samtliga framtagna modeller skulle
kunna anvéndas i prediktivt syfte. Det visar sig att det nddvéandigtvis
inte behdvs sdrskilt manga forklarande variabler for att kunna forklara
samt prediktera om en lAneansokan ska beviljas eller avslas. Den slutli-
ga modellen &r en modell med endast en forklaringsvariabel, den mest
inflytelserika faktorn Credit History, vilket motsvarar om den laneso-
kandes kredithistorik &ar bra eller dalig. Slutsatsen som kan dras fran
detta ar att det ar viktigt for privatpersoner att ha god kredithistorik
for att laneanstkan ska godkédnnas.

Dock kan slutresultatet ifragaséttas eftersom datasetet bestar av en re-
lativt stor andel bortfall. Daremot har olika metoder for behandling av
bortfallet jamforts och de resulterade i likvéardiga resultat. Detta talar
for att bortfallet ej bor ha en betydande paverkan péa tillforlitligheten
i resultaten.

*Postadress: Matematisk statistik, Stockholms universitet, 106 91, Sverige.
E-post: Viktor@ellerud.se. Handledare: Ola Hossjer och Mohamed El Khalifi.



Abstract

The purpose of this work is to predict and determine the most im-
portant factors for determining whether a loan application should be
approved or denied given specific information about the borrower. Sin-
ce the response variable is binary, logistic regression will be applied.
The predictive power of the four developed models is interpreted and
compared based on several measures of comparison, where all models
perform relatively similarly.

The conclusion that can be made is that all developed models could
be used for predictive purposes. It turns out that it is not necessarily
required to have a large number of explanatory variables to explain
and predict whether a loan application should be approved or deni-
ed. The final model is a model with only one explanatory variable,
Credit_History, which corresponds to whether the loan applicant’s Cre-
dit_History is good or bad. The conclusion that can be drawn from this
is that it is important for individuals to have a good Credit_History in
order for their loan application to be approved.

However, the final result can be questioned since the dataset contains a
relatively large proportion of missing data. Nevertheless, the different
methods for handling missing data have been compared and resulted
in very similar results. This indicates that the missing data should not
have a substantial impact on the reliability of the results.
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1 Introduktion

I denna rapport kommer fokus att ligga pa lanforutsiagelse. Det vill sdga pre-
diktera om en laneanstkan kommer godkéinnas eller nekas. Detta grundar
sig pa kreditvarderingsmodeller som allmént anvinds inom finansbranschen
for att bedoma betalningsféormagan hos den lanesékande. Kreditvarderings-
modeller dr en visentlig del av utlaningsprocessen. Dérav kommer &dven
fallissemang (instéllande av betalningar, exempelvis beroende pa person-
lig konkurs) att diskuteras eftersom sannolikheten for fallissemang ligger till
grund for att avgdra om en given laneanstkan ska beviljas eller avslas.

1.1 Syfte och metodik

Syfte med denna rapport &r att kunna prediktera om en laneansékan kom-
mer beviljas eller avslas givet viss information om lantagaren. Detta genom
att skapa en modell som predikterar huruvida den lanesékande uppfyller
bankens krav eller inte for ett givet lan.

Med en sadan modell skulle banker kunna reducera sin kreditrisk. Det vill
siga att inte bevilja lan som man bedémer inte kan betalas tillbaka, i syfte
att 6ka vinsten. Dérav kan det finnas ett virde for banker och kreditinstitut
att anvinda denna information for att kunna utveckla mer tréaffsdkra kre-
ditbedomningar och minska risken for kreditforluster. Modellen skulle dven
kunna hjélpa privatpersoner att fa en béttre forstaelse for hur kreditgivare
fattar beslut och identifiera de viktigaste faktorerna som bidrar till om en
laneansokan accepteras eller avslas.

Det finns flera olika mojliga metoder for att forutspa om en laneanstkan
beviljas eller avslas men i denna rapport kommer logistisk regression att
anvindas. Fyra olika modeller kommer att skapas. En modell kommer tas
fram genom minimering av AIC samt den andra genom minimering av BIC.
Den tredje modellen dr en jamforelsemodell och den sista modellen tas fram
utifran en undersokning som ger en modell med de mest inflytelserika para-
metrarna.

1.2 Tidigare forskning

I artikeln av Louzada et al. (2016) [2, ss. 119-132] jamfors nio olika meto-
der for prediktion av laneforfall. Dessa metoder dr neurala nétverk, stod-
vektormaskin, linjar regression, beslutstrid, logistisk regression, suddig lo-
gik, genetisk programmering, diskriminantanalys och bayesiska nétverk. Lo-
gistisk regression, beslutstrid och neurala nédtverk &r frimst anvinda som
jamforelsemetoder som maste 6vertriffas. Stodvektormaskiner bygger pa att



hitta det hyperplan som pa ett optimalt séitt delar upp data i tva delar.
Detta gor metoden till en icke-probabilistisk binér linjéar klassificeringsalgo-
ritm. Vidare &r suddig logik en metod som anvénds for att losa problem
dér 16sningen ofta innefattar antaganden, foérenklingar eller regler som in-
te nodvandigtvis garanterar en optimal 16sning. Det &r dédremot en metod
som pa ett effektivt sdtt kan ge tillrackligt bra resultat. Vidare &r enligt
Louzada et al. (2016) suddig logik och stodvektormaskin de bésta metoder-
na for prediktion av fallissemang (nér en lantagare inte utfér de nédvindiga
betalningarna av en skuld). Vidare varierar prestanda mellan metoderna be-
roende pa graden av obalans i traningsdata mellan antalet som lyckas samt
misslyckas med att aterbetala sina lan enligt avtal. Exempelvis har metoder-
na beslutstriad och logistisk regression varierande prestanda. Dadremot har
metoderna neurala nétverk, genetisk programmering samt linjir regression
samre prestanda vid obalans i trdningsdata.

Vidare har ovanndmnda metoder dven undersokts i Hand och Henleys (1997)
[3, ss. 534-537] artikel for att prediktera om en laneansokan resulterar i fal-
lissemang eller inte. Enligt Hand och Henleys (1997) artikel blev analysen
att metoder som &r latta att forsta dr mycket mer tilltalande. Exempel pa
sadana metoder ar logistisk regression, nearest neighbour och beslutstrad.
Dessa metoder ar mer tilltalande &n metoder som i princip dr ”black box-
es” dér neurala nétverk utgor ett exempel. Denna metod &r mest lampad i
fall da forstaelsen for datans struktur &r bristfillig. Forfattarnas slutsats ar
att med god forstaelse for datamaterialet och problemet forvintas metoder
som utnyttjar denna forstaelse prestera béttre. Inom kreditvérdering finns
en solid forstaelse for problemet. Det &dr darfor osannolikt att nya metoder
kommer att leda till betydande forbéttringar i prediktionsnoggrannheten.
Detta &r anledningen som Hand och Henleys (1997) ger till varfér neurala
nitverk inte har fatt storre genomslagskraft inom denna sektor trots att
banker har experimenterat med metoden i flera ar.

Om responsvariabeln istéllet d&r Loan_Status det vill séiga om en laneansckan
beviljas eller inte sa éndras forutsdttningarna nagot. Utifran Tumuluru et
al. (2022) [4, ss. 349-352] kan det finnas bade likheter och skillnader jamfort
med den tidigare nimnda forskningen kopplad till fallissemang. I denna arti-
kel blir slutsatsen likt Hand och Henleys (1997) artikel, att enklare metoder
presterar vil. Utifran Tumuluru et al. (2022) framhévs random forest (ett
flertal beslutstrad) samt logistisk regression som de tva bésta metoderna for
prediktion av om en laneanstkan skall accepteras eller nekas. Detta ligger i
linje med Hand och Henleys (1997) artikel eftersom bada artiklarna jamfor
samma metoder med nagra undantag. Dessutom Gverensstdmmer resultatet
fran Kansal et al. (2021) [5, s. 3447] vél med Tumuluru et al. (2022). Liknan-
de metoder jamfors i Kansal et al. (2021) for att férutspa om en laneansékan
accepteras eller nekas. Resultatet blir aterigen att random forest samt logis-



tisk regression ar de bista metoderna for att férutspa om en laneansékan
ska beviljas eller avslas.

2 Teori

2.1 Lanforutsigelse samt fallissemang

Lanforutségelse anvénds av banker och kreditinstitut for att avgéra om en
individs laneansdkan ska beviljas eller inte. Om en laneanstkan beviljas eller
avslas baseras pa en méngd olika faktorer kopplade till lantagaren samt dess
formaga att aterbetala lanet. Nagra exempel pa faktorer kan vara inkomst,
kon och kredithistoria.

Utlaning medfor en risk for langivarna som kan bendmnas laneforfall eller
fallissemang. Fallissemang intréiffar nér en lantagare inte genomfor de betal-
ningar som ar éverenskomna enligt lanevillkoren. Daremot kan definitionen
for fallissemang variera. Det kan innebéra att en betalning inte intraffat in-
om en viss tid (exempelvis tre manader) efter betalningen skulle varit utford.
Det kan dven innebéra att en individ helt och héallet misslyckas utféra de
avtalade betalningarna (exempelvis pa grund av personlig konkurs). Kredit-
givaren ger lan till lantagare i utbyte mot l6ftet om aterbetalning med rénta.
Det &r rédntan som ger en vinst for langivaren som kompensation fér den tag-
na risken. Eftersom det ar viktigt for langivare att minimera antalet lan som
inte betalas tillbaka behdver banker kunna forutspa om den lanesékande ska
beviljas lanet eller inte givet en viss information. Lanforutsigelse grundar
sig pa om den lanestkande uppfyller bankens kriterier. Vidare baserar sig
detta pa sannolikheten for fallissemang. En laneanstkan beviljas om sanno-
likheten for fallissemang &r mindre &n nagon grians som ligger strikt mellan
noll och ett. Sannolikheten for kreditforlust eller fallissemang baseras pa att
langivaren anpassar en kreditvirderingsmodell som i sin tur avgor utfallet
huruvida en lanesékande beviljas lanet eller inte [8), ss. 1-4].

2.2 Logistisk regression

Lat Y vara en bindr responsvariabel som antingen antar virdet 0O eller
1. Vidare definieras m(z) som P(Y = 1 | z) beroende pa virdena x =
(z1, 22, ..., acq)T fran ¢ prediktorer.

Den logistiska regressionsmodellen &r

eoHrB:r
) = T v



dér « &r interecptet och diar 8 = (Bi,..., ;) innehaller effektparametrar
fér var och en av de ¢ kovariaterna. Sannolikheten for Y = 1 givet x har
egenskapen att da fx — —oo sa géller att w(x) — 0 samt nir Sz — oo sa
giller att w(x) — 1.

Oddsen definieras som
i (‘T) _ ea—f—ﬁ:c )

Ekvivalent har logaritmen av oddsen (logit) ett linjért samband

m(z)
1 —m(x)

Den logistiska regressionsmodellen besitter den viktiga egenskapen att san-
nolikheten 7r(x) alltid &r strikt mellan 0 och 1. Detta med anledning av den
sokta linkfunktionen logit har egenskapen att logiten kan anta vilket reellt
virde som helst, men 7(z) kommer alltid strikt vara mellan noll och ett [T,
ss. 119-120].

logit[r(z)] = log = o+ fz.

2.3 Akaikes informationskriterium (AIC)

Akaikes informationskriterium (AIC) dr matt pa hur vél modellen passar
ihop med datan (goodness of fit). AIC gor en avvigning mellan hur vl mo-
dellen passar till traningsdata och modellens komplexitet. AIC &r en metod
for modellval som bestraffar stora och komplicerade modeller.

Definitionen av AIC ar
AIC = 2p — 2log(L). (1)

Har betecknar p antalet parametrar i en given modell och vidare &dr L
likelihood-funktionens maximala virde fér modellen. Den modell som en-
ligt AIC &r bést dr den modell som har det ldgsta virdet pa AIC. Déaremot
siager AIC i sig sjalv inte hur bra modellen &r utan anvinds for att jamfora
olika modeller baserade pa samma dataset. Notera att den logistiska regres-
sionsmodellen ovan har p = ¢ + 1 parametrar, interceptet och de ¢ effektpa-
rametrarna [9, s. 284].



2.4 Bayesianska informatioskriteriet (BIC)

Det Bayesianska informatioskriteriet forkortat BIC, liknar AIC fast skill-
naden ar att BIC for stora datamaterial bestraffar modeller med fler antal
parametrar hardare.

BIC definieras enligt foljande:

BIC = log(n)p — 2log(L). (2)

Har svarar n mot antalet observationer i datamaterialet. Vidare ar L likeli-
hood-funktionens maximala virde for modellen, vilket gor att BIC upp-
muntrar till mindre och enklare modeller &n AIC, i synnerhet da n > 7.
Detta med anledning av att 2 fran definitionen av AIC (se ekvation ({]))
byts ut mot log(n) (ekvation (3)) som faktor framfor antalet parametrar.
Det innebér att den valda modellen med BIC i allménhet innehaller firre
parametrar da n > 7 och dérfor &dr enklare &n den modell som valts med
AIC. Precis som for AIC &r det modellen med lidgst BIC som véljs [II, ss.
212-213).

2.5 Bakatelimination och framatselektion

Bakatelimination (backward elemination) dr en typ av stegvis variabelselek-
tion. Bakatelimination &r en metod for modellval som grundar sig i utgangs-
antagandet att samtliga forklarande variabler tas med for att sedan succes-
sivt eliminera en variabel i taget tills processen avslutas, det vill siga da alla
kvarvarande forklarande variabler &r signifikanta. I de steg da flera variabler
inte dr signifikanta utesluts variabeln med det hogsta p-virdet. Det innebér
att i varje steg elimineras den variabel som bidrar minst till modellens an-
passning till data.

Framatselektion (forward selection) &r dven den en typ av stegvis varia-
belselektion som anvéinds for att hitta den bésta uppséttningen av predik-
torer for att forutsdga responsvariabeln. Framatselektion fungerar dédremot
pa motsatt vis jamfort med bakatelimination. Det vill sdga att metoden
startar med en modell som endast innehaller intercept och sedan laggs suc-
cessivt en variabel i taget till, baserat pa deras bidrag till modellens formaga
att forklara responsvariabeln. I varje steg inkluderas variabeln som &r den
mest signifikanta variabeln utanfér modellen alltsa den som ger den storsta
forbattringen av modellanpassningen till data. Processen avslutas nér ing-
en variabel utanfor modellen ger ett signifikant bidrag till att prediktera
responsvariabeln [9) ss. 93-94].



2.6 Hosmer—Lemeshow-testet

Hosmer—Lemeshow-testet ar en metod for att bedéma hur vél en model-
len passar med data. For ett givet antal skattade sannolikheter for oli-
ka hidndelser s& rangordnas de skattade sannolikheterna i storleksordning.
Hosmer-Lemeshow dr en metod dir man forst anpassar modellen till data
och sedan delar upp data i g grupper enligt deras skattade sannolikheter nér
de &r storleksordnade. Vanligtvis delas de upp i ¢ = 10 grupper baserat pa
de skattade sannolikheterna P(Y = 1|z). Pearsons y2-statistika tillimpas
for jamforelse mellan observerade och skattade virden. Utifran statistikan

(O Yik — D ”zk)
Z Zkﬂ'zk (= Qg mik) /mi)’

dér y;, ar utfallet for observation k i grupp ¢ och dér n; ar antalet observatio-
ner i grupp ¢. Under nollhypotesen att den anpassade logistiska regressions-
modellen &r korrekt dr detta en y2-férdelad statistika med g—2 frihetsgrader
dédr g dr antalet grupper [I), ss. 173—-174].

Resultatet fran detta approximativa y2-test kan anvindas for att avgora om
en viss modell ar lamplig for att beskriva observerade data. Tolkningen av
Hosmer-Lemeshow &r att for p-virden under 0.05 anses modellen vara dalig.
Daremot tyder hogre p-viarden endast pa att det dr mer troligt att det inte
ar en dalig modell. Det séiger ddremot inte nédvandigtvis att det behover
vara en bra modell.

Styrkan i ett test paverkas av storleken pa det undersckta urvalet och kan
ibland dolja eventuella brister som inte upptécks. Nér antalet observationer
Okar sa forhojs dven risken for laga p-virdet trots att modellen ger en god
anpassning till data. Detta kan leda till att alla modeller férkastas om da-
tamaterialet &r tillrickligt stort [10, ss. 147-152].

2.7 Forklaringsgrad (R?)

Forklaringsgraden #ven benimnt R? anvinds for att jimfora olika modeller.
Man anvinder R? for att forklara hur stor del av variansen i responsvariabeln
som forklaras av de oberoende variablerna. Detta géller for linjér regression
men for logistisk regression #r diremot R? inte anvindbart. Istéllet for tra-
ditionella R? kommer dérfér tva andra varianter av R? att anvindas. De tva
olika varianterna #r McFadden R? samt Cox och Snell R? som bada grundar
sig pa maximum likelihood-anpassningar [9, ss. 90-91].



2.7.1 McFadden R2

McFadden R? #r ett vil anvint matt pa hur bra modellen Gverensstimmer
med faktiska data for logistisk regression. Detta matt méter hur vil en
modell anpassar sig till data jimfort med en nollhypotesmodell. Nollhypo-
tesmodellen dr en modell som endast innehaller intercept. McFadden R? kan
dven bendmnas pseudo R? och kan matematiskt formuleras som

log (Lmodell)
IOg (Lnull)

Har ar Ly,ogen likehooden for den anpassade modellen medan Ly dr likeli-
hooden for modellen med endast intercept. Modellen anses vara béttre desto
storre viirdet ar pa McFadden R?. Ett viirde mellan 0.2-0.4 anses som en
utmérkt modellanpassning [11), ss. 1-2].

2
Ryrer =1—

2.7.2 Cox och Snell R?

Cox och Snell R? kan #iven benimnas som generaliserad R? och dr ett matt
for att bedéma hur val modellen passar till data. Aven fér detta matt tyder
ett storre virde pa en béttre anpassad modell. Cox och Snell R? formuleras

enligt
2
Lyan \ ™
R%S = 1 - (L - > )
modell

ddr n dr antalet observationer i traningsdata [11, ss. 1-2].

2.8 Sammanblandningsmatris

Sammanblandningsmatris dr ett verktyg som anvinds for att pa ett tydligt
och rent visuellt vis utvirdera en modells klassificeringsféormaga (accuracy).
I sammanblandningsmatrisen skapas en 6versikt av antalet fall som har klas-
sificerats korrekt eller felaktigt for testdata. Prediktionen bendmns lyckad
(eller positiv) om den &r 1 eller misslyckad (eller negativ) om den dr 0. Ut-
fallet av prediktionen beror pa om den skattade sannolikheten av utfallet &r
storre eller mindre dn ett visst troskelvirde c. I fallet d& observation ¢ i test-
data med forklarande variabler z; har skattad sannolikhet 7; = 7(x;) > ¢
ansétts ¢; = 1 samt omvént ansétts m; < ¢ da g; = 0 [1], ss. 223-224].

Sammanblandningsmatris dr en tabell med de fyra mojliga elementen:

e True Positives (TP): Positiva fall korrekt klassificerade (y; = g; = 1)

o False Positives (FP): Negativa fall felaktigt klassificerade (y; =0, g; = 1)
o True Negatives (TN): Negativa fall korrekt klassificerade (y; = 9; = 0)
o False Negatives (FN): Positiva fall felaktigt klassificerade (y; = 1, 9; = 0).



Utifran detta dr det mojligt att berdkna bade specificiteten samt sensitivi-
teten. Det ar dven mojligt att utifran informationen i tabellen berékna pro-
portionen av de korrekt klassificerade hindelserna. Klassificieringsformagan
formuleras formellt enligt foljande

TN+ TP
P(Korrekt prediktion) = N FP 1 TN TP (3)

Detta virde foredras vara sa hogt som mojligt.

Vidare formuleras specificiteten samt sensitiviteten

S ificitet N
eclciteten = —
PECHICREY = o N
S itivitet rp
€ens el= —mmm.
11S1T1V1 FN-|—TP

Mattet sensitivitet bedomer prediktionsformagan hos en modell eftersom
mattet méiter formagan att korrekt identifiera verkliga positiva resultat. Ju
hogre sensitivitet en modell har desto béttre &r dess formaga att identifiera
verkliga positiva fall, vilket ger modellen béttre prediktionsférméaga.

Mattet specificitet dr istdllet modellens formaga att identifiera negativa re-
sultat. Ju hogre specificitet desto béattre dr modellen pa att identifiera verk-
liga negativa resultat vilket talar for en battre modell [12, ss. 861-863].

2.9 Receiver operating characteristic (ROC-kurva)

ROC &r en forkortning for receiver operating characteristic vilket ar en kur-
va som anvénds for utvirdering av hur precist en modell predikterar. ROC-
kurvan ar en graf dér sensitiviteten plottas mot ett minus specificiteten for
alla mojliga troskelvirden ¢. ROC-kurvan kan anses vara mer informativ &n
sammanblandningsmatrisen i avsnitt eftersom ROC-kurvan &r baserad
pa varierande troskelviarden. Om den estimerade sannolikheten fér observa-
tion i i testdata ar storre &n troskelvirdet sa predikteras fallet som positivt
(héndelsen Y; = 1 intréffade). Om den estimerade sannolikheten istéllet &r
mindre &n troskelviardet predikteras responsvariabeln istéllet som ett nega-
tivt fall (héndelsen intriffade ej). Kurvan har vanligtvis en konkav form.
Det optimala utfallet i grafen &r att den gar igenom punkten (0, 1) eftersom
modellen i detta fall predikterar korrekt for samtliga observationer i testdata
1l s. 224].



2.10 Arean under kurvan (AUCQ)

AUC betyder arean under ROC-kurvan och for att ROC-kurvan ska kunna
anvindas som ett matt pa hur precist en modell predikterar behévs AUC.
Det &r ett matt som berdknar arean under ROC-kurvan vilket &r ett virde
som ligger strikt i intervallet [0,1]. Ett hogt varde pa AUC indikerar att
modellen har god prediktionsférmaga. Det motsatta giller dven for laga
viarden pa AUC. Da AUC < 0.5 anses modellen vara dalig pa att prediktera
eftersom modellen saledes inte ger battre resultat dn att gissa slumpméssigt
virdet pa responsvariabeln for testdata. Detta visas i ROC-grafen med en
referenslinje vilket &r en rét linje och det motsvarar ett AUC-vérde pa 0.5.
Enligt Hosmer och Lemeshow (2000) ges foljande riktlinjer fér hur olika
AUC-virden ska tolkas: [10, ss. 160-163]

Om AUC = 0.5, Modellen inte béttre &n att gissa.
Om 0.7 < AUC < 0.8, Modellen anses acceptabel.

Om 0.8 < AUC < 0.9, Modellen anses mycket bra.

Om AUC > 0.9, Modellen anses utméarkt.

2.11 Residualavvikelse

Residualavvikelse (residual deviance) &r ett matt pa residualernas sprid-
ning som anvénds for att bedoma hur vél modellen passar till tréningsdata.
For varje observation i fran traningsdata, sa definieras avvikelseresidualerna
(deviance residual) som

7"iD = \/gi -sign(y; — nim;), (5)
dar
d; = 2y; - 10gy71 +2(n; — yi)logu7
n;m; n; — N7,

Hér betecknar y; binomialutfallet for utfall ¢ av de férklarande variablerna
diari=1,..., N, medan n; ar antalet observationer med véirde x; pa kova-
riaterna. Vidare betecknar &; = (z;) det skattade virdet pa sannolikheten
m(z;) = P(Y = 1|a;) for utfall z; av de forklarande variablerna [I], ss. 215
216).

Vidare med hjélp av ekvation fas den slutgiltiga definitionen av residu-
alavvikelse. Den definieras som

Residualavvikelse = Z(riD )2

Residualavvikelse svarar approximativt mot en kvadratsumma av normalise-
rade avvikelser mellan responsvariablerna Y; och de skattade medelvardena



n;7;, det vill sdga ett matt pa hur vél en modell anpassats till traningsdata.
Vilket innebér att ett lagre virde pa residualavvikelsen tyder pa att model-
len passar datan béttre samt det motsatta for ett hogre virde [19, s. 205].

3 Data

3.1 Beskrivning av data

Datamaterialet som anvinds &dr nedladdat som en CSV-fil fran " Kaggle” dér
dgarna av datan ursprungligen dr ” Analytics Vidhya”. Analytics Vidhya &r
en digital plattform for de som vill ldra sig och utveckla sina firdigheter
inom datavetenskap och maskininldrning. Plattformen grundades ar 2013
och erbjuder en rad resurser for att frimja ldrande inom datavetenskap
sasom artiklar, kurser, tivlingar och community-baserade evenemang. Idag
ar Analytics Vidhya en av de ledande plattformarna for lirande inom data-
vetenskap och maskininlérning i Indien [6].

Datamaterialet som anvinds for att skapa modellen ar baserad pa totalt
614 olika individer. Vidare bestar datamaterialet av 11 forklarande variab-
ler samt responsvariabeln Loan_Status. Dessutom finns ett testdataset for
att méta modellernas prediktionsformaga pa ny data, for 367 andra indivi-
der. Informationen har samlats in om individer i syfte att bedéma om en
individ ska beviljas lan eller inte.

De variabler som ar med i urvalet for de framtida modellerna ses i tabell
med en kort presentation av variablernas betydelse [7].

10



Tabell 1:

datamaterialet for att ta fram modeller.

Forklaring och Oversikt 6ver variablerna som &r inkluderade i

Beskrivning Variabler Typ Nivaer
= K 1
Lanestkandes kon Gender Nominal 0 vinha
1 = Man
.(.)m‘den lanesokande Married Nominal 0 = Nej
ar gift 1=Ja
Antal hori ill
ntaoet a{l origa ti Dependents Diskret 0,1,2,>3
den lanesokande
Om den laneso.kande Education Nominal 0 = Nej
har en gymnasieexamen 1=Ja
den lanestkand = Nej
Om den lanesokande Self Employed Nominal 0 = Nej
ar egenforetagare 1=Ja
Léanesokandes inkomst ApplicantIncome Kontinuerlig | 150 — 81 000
Medsokandes inkomst CoapplicantIncome | Kontinuerlig | 0 — 41 700
Lanebelopp LoanAmount Kontinuerlig | 9 — 700
Antalet manader till 12, 36, 60, 84,
lanet ska vara helt Loan_Amount_Term | Diskret 120, 180, 240,
avbetalat 300, 360, 480
Lanesokandes kredit- = Dali
.anes'o andes Kredi Credit_History Nominal 0 ate
historia 1 = Bra
b
Lanesokandes ) Ur ot
. Property_Area Nominal Semiurban,
boendeomrade
Rural
Om. c'len loanesokande Loan_Status Nominal 0= Nej
beviljas lanet 1=Ja

3.2 Bortfall

Bortfall eller avsaknad av data &r ett vanligt problem inom dataanalys.
Avsaknad av data kan bero pa ett flertal olika anledningar. Det ar viktigt
att behandla bortfallet av data pa ett systematiskt och lampligt vis for att
forhindra att resultaten blir snedvridna (biased). Bortfall kan resultera i en
osiikerhet i de slutsatser som dras fran analysen av data eftersom det &r
latt att hantering av bortfall leder till bias det vill sdga ett systematiskt fel.
Detta giller speciellt om andelen avsaknade data &r stor i forhallande till

den totala datastorleken.

11




Det finns ett stort antal olika metoder for att behandla avsaknad data pa.
De tva metoderna som kommer att anvindas i denna dataanalys &r uteslut-
ning samt medelvéirde- eller typvirdesimputation. Den forsta metoden ar ett
vanligt tillvigagangssitt ndmligen att utesluta observationer med avsaknad
data helt och hallet. Att endast anvinda observationer med komplett data
kan daremot leda till missvisande resultat om det finns specifika samband
inom bortfallet. For att denna metod ska kunna appliceras utan att leda till
en bias skall bortfallet vara fullkomligt slumpmiéssigt det vill siga MCAR
(missing completely at random) [I5] ss. 173-177].

Den andra metoden for att hantera bortfall &r medelvéarde- eller typvérdes-
imputation. Metoden innebér att variabeln med bortfall ersdtts av me-
delvirdet eller typvérdet for variabeln. For variablerna som #r kontinu-
erliga ersitts avsaknad data med medelvardet. Medelvirdet for variabeln
med bortfall beriiknas for samtliga de resterande observationer dar det ej
foreligger bortfall [I5] ss. 173-177]. Vidare anvénds typvardesimputation
for kategoriska variabler vilket innebér att bortfall av data ersdtts med
typvérdet for variabeln. Aven imputation kan leda till missvisande resultat.
For att denna behandlingsmetod av bortfall ej ska leda till bias ska bortfal-
let vara MCAR. Det betyder att orsakerna till bortfallet inte ska innehalla
nagon specifik relation eller systematik[16], ss. 1-3].

3.3 Explorativ dataanalys (EDA)

Explorativ dataanalys (exploratory data analysis) syftar till att ge en béttre
forstaelse av datamaterialet och avsloja insikter som kan anvéndas for att
fatta informerade beslut. Till att borja med presenteras andelen av antalet
laneanstkningar som beviljas samt avslas. Om Loan_Status ar lika med 1
syftar det till att den lanesckande uppfyller bankens krav samt 0 till att den
lanesokande inte uppfyller bankens krav.

12



Loan_Status
o
[ K

Figur 1: Proportionen av laneanstkningarna som moter bankens krav da
bortfallet for Loan_Status dr imputerat med medelvérde eller typvérde.

I figur [1] ses att en majoritet av de lanesckande motte bankens krav. Totalt
var det 68.73 procent av de lanesdkande i detta datamaterial som uppfyllde
bankens krav och dérav fick sin laneansokan godkind. Motsatt ser vi att det
var 31.27 procent som ej métte bankens kriterium och dérav godkéndes inte
deras laneansokan.
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Figur 2: Korrelationen mellan de férklarande variablerna da bortfallet &r
imputerat med medelvéarde eller typvérde.

Fran korrelationsmatrisen i figur 2] kan det faststéllas att det inte finns nagon
anmérkningsvart hog korrelation mellan nagon av de forklarande variab-
lerna da bortfallet &r imputerat. Detta innebér att det inte rader nagon
anmérkningsvird multikollinearitet eftersom variablerna &r relativt oberoen-
de av varandra. Detta mdjligtvis med undantag av korrelationen 0.57 mellan
ApplicantIncome och LoanAmount, men denna anses inte vara tillréackligt
hog for att nagon av dessa variabler ska uteslutas. Fordelen med att det
inte foreligger nagon anmirkningsvird multikollinearitet &r att risken for
Overanpassning minskar samt att precisionen i modellens parameterskatt-
ningar okar. Dessutom &r korrelationsmatrisen nir bortfallet &r uteslutet
mycket lika. Med andra ord ar det inga stora skillnader mellan korrelations-
matrisen da bortfallet 4&r imputerat jamfort med uteslutet.
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For senare modellering har Education, Married, Self Employed och Loan _-
Status gjorts om till binéra variabler {0,1} da de endast antar tva vérden.
Vidare behandlas variabeln Loan_Amount_Term som diskret och inte en kon-
tinuerlig variabel. Detta eftersom variabeln inte antar ett stort antal olika
virden da man vanligtvis far lan med en bestdmd 16ptid. Denna variabel
kommer diirfor fortsittningsvis att behandlas som en diskret variabel. Aven
Dependents kommer att behandlas som en diskret variabel med samma mo-
tivering som ovan.

Som ndmnts ovan rader det bortfall av observationer i detta dataset. Det
finns totalt sett 134 olika observationer med "NA”, 7 7 eller dylikt vilket
motsvarar 21.82 procent av det totala antalet observationer i tréningsdata.
Enligt avsnitt kommer vi att hantera bortfallet med tva olika meto-
der. Forst genom att utesluta observationer med avsaknad data samt sedan
med medelvirde- eller typvéirdes-imputation. For att applicera denna me-
tod kommer cellen dér datan &r avsaknad att erséttas med typvérdet eller
medelvirdet. Det vill séiga bortfallet ersétts med vérdet pa den niva av
variabeln som férekommer oftast om det &r en kategorisk variabel och me-
delviirdet om det &r en kontinuerlig variabel. Aven Loan_Amount_Term och
Dependents kommer att behandlas som kategoriska variabler och erséittas
med typvérdet, vilket for Loan_Amount_Term &r 360 for bade testdata och
traningsdata. For samtliga kategoriska variabler dr det en klar overvikt for
typvérdet inom varje variabel vilket motiverar att det ar rimligt att ersitta
det avsaknade vdrdet med typvirdet. Om det dr en kontinuerlig variabel
ersitter vi istéllet bortfallet med medelvirdet. I testdatasetet dr andelen
observationer med nagon avsaknad variabel 21.25 procent vilket motsvarar
att bortfallet totalt paverkar 78 olika observationer. Aven i detta datama-
terial kommer avsaknade data erséttas pa liknade vis enligt nagon av dessa
tva olika metoder. Aven for testdatasetet giller att det &r en klar 6vervikt
for typvirdet for kategoriska variabler. Vilket aterigen innebér att det &r
rimligt att ersdtta bortfallet med typvéardet for den variabel som saknas.

4 Resultat och analys

Foljande modellering tillampar logistisk regression i programmet R med
hjdlp av den generaliserade linjéra modellen (glm). Utifran de givna variab-
lerna i tabell[[ kommer modeller skapas for att prediktera om en laneansékan
beviljas eller inte. Malet ar att skapa en modell som inte ar allt for kompli-
cerad och som dessutom predikterar val.
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4.1 Modellframtagning

Fyra olika modeller kommer att tas fram, forst och framst en modell med
lagst AIC samt en med lagst BIC. Dessutom tas en modell fram med endast
Credit_History som foérklarande variabel eftersom tidigare analys gett insik-
ten att Credit_History dr den mest betydelsefulla forklarande variabeln, oav-
sett antalet parametrar i modellerna. Aven en jamforelsemodell med samtli-
ga forklarande variabler inkluderade, exklusive interaktionstermer kommer
tas fram. Eftersom bortfallet i data &r forhallandevis stort kommer avsakna-
den av data att behandlas pa tva olika vis. Darav presenteras forst modeller
dér bortfallet &r imputerat med medelvirde eller typvardet av variabeln
beroende pa om det dr en kontinuerlig eller kategorisk variabel. Dérefter
presenteras modeller med bortfallet uteslutet.

Den stegvisa bakatelimination startar med att samtliga forklarande variabler
ar inkluderade samt deras tvavigs-interaktioner. Déarefter tas i varje steg
enligt avsnitt nagon variabel eller samspel bort fran den ursprungliga
méttade modellen. For att sedan fortsdtta reducera modellen for att till sist
véalja modellen med lagst AIC respektive BIC. For att finna modellen med
lagst AIC respektive BIC anvinds step for att utfora bade framatselektion
och bakatelimination. Vi véljer att i varje steg ga vidare med den modell
som har lagst AIC respektive BIC av framatselektion och bakatelimination,
dédr bortfallet har ersatts med medelvarde eller typvéirde for den saknade
variabeln enligt avsnitt Nedan presenteras ModellBIC i tabell [2] och
ModellAIC i tabell [§] i appendix.

Tabell 2: ModellBIC &r modellen som har lidgst BIC da bortfallet &r impu-
terat med antingen medelvérdet eller typvérdet for den saknade variabeln.

ModellBIC Skattning Std.fel p-virde
Intercept -2.918 0.434 2e-11
Credit_History 3.857 0.414 <2e-16
Property_AreaSemiurban 0.912 0.263 0.001
Property_AreaUrban 0.247 0.249 0.322

Vidare, fortfarande med bortfallet imputerat, kommer en modell som endast
innehaller Credit_History som forklarande variabel anvindas da det &r den
absolut mest inflytelserika variabeln. Denna modell bendmns ModellCre-
dit_History och dessutom tas modellen ModellFérstagradstermer med som
en jamforelsemodell. ModellCredit_History presenteras nedan i tabell [3| me-
dan ModellFérstagradstermer presenteras i tabell [9]1 appendix.
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Tabell 3: ModellCredit_History &r modellen med endast Credit_History som
forklarande variabel da bortfallet &r imputerat med antingen medelvérdet
eller typvérdet for den saknade variabeln.

ModellCredit_History Skattning Std.fel p-virde
Intercept -2.461 0.394 4e-10
Credit_History 3.789 0.408 <2e-16

Bade ModellCredit_History och ModellFérstagradstermer visas nu istéllet
da bortfallet &r uteslutet (se avsnitt [3.2). Modellerna med ligst AIC och
BIC tas fram pa liknande sétt som tidigare fast nu istéllet med denna metod
for att behandla bortfallet. Dir ModellCredit_History visas nedan i tabell
samt ModellBIC i tabell 5| bada med bortfallet uteslutet.

Tabell 4: ModellCredit_History &r modellen med endast Credit_History som
forklarande variabel da observationer med bortfall 4r uteslutna.

ModelCredit_History Skattning Std.fel p-varde
Intercept -2.197 0.398 4e-8
Credit_History 3.538 0.417 <2e-16

Tabell 5: ModellBIC &r modellen som har ligst BIC med observationer med
bortfall &r uteslutna.

ModelBIC Skattning Std.fel p-virde
Intercept -2.692 0.449 2e-09
Credit_History 3.610 0.424 <2e-16
Property_AreaSemiurban  0.985 0.294 0.0008
Property_AreaUrban 0.249 0.2837  0.380

Vidare visas ModellForstagradstermer i tabell [11] samt ModellAIC i tabell
[10]i appendix da bortfallet &r uteslutet.

4.2 Modelljamforelse

Nu jamfors de fyra olika framtagna modellerna med de tva olika metoder-
na for att behandla bortfallet. De modeller som tagits fram &r bland annat
den enklaste modellen ModellCredit_History som endast har en férklarande
variabel Credit_History. Sedan har vi ModellF6rstagradstermer dér samtli-
ga forklarande variabler dr inkluderade exklusive interaktionstermer. Vidare
har ModellAIC samt ModellBIC tagits fram for att minimera AIC respektive
BIC. I tabell[] presenteras ett antal matt for att jaimfora modellernas predik-
tiva formaga pa testdata samt hur vil de anpassar sig till tréaningsdata, dér
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bortfallet 4&r imputerat med medelvéirde eller typvéarde for de kontinuerliga
respektive kategoriska variablerna.

Tabell 6: Fyra modeller har anpassats till traningsdata. Bortfallet i
traningsdata har ersatts med medelvérdet eller typvéardet for variabeln bero-
ende pa om variabeln dr kontinuerlig eller kategorisk. Vidare dr de avsaknade
virdena ersatta pa samma vis for testdata vilket anvinds for att jamfora
prediktionsformagan hos de olika modellerna med kriterierna AUC, klassi-
ficeringsformaga, sensitivitet och specificitet. Dér troskelviardet ¢ = 0.5 har
anvénts for att berdkna klassificeringsféormaga, sensitivitet och specificitet.
I tabellen jamfors de olika modellerna utifran olika jimforelseméatt, dir de
resterande icke-prediktiva kriterierna berdknas med hjélp av trédningsdata.

Modell Modell

Test ModellAIC ModellBIC Forsta- Credit_
ordningen History
AIC 563.417 582.711 587.420 592.024
BIC 673.917 600.391 644.880 600.864
CoxSnell R? 0.334 0.264 0.280 0.248
MCFadden R?> 0.327 0.247 0.264 0.229
AUC 0.950 0.919 0.969 0.940
Hosmer-
Lemeshow 0.127 1.000 0.301 1.000
p-varde
Klassificierings- ) g9q 0.978 0.978 0.978
férmaga
Sensitivitet 0.866 0.881 0.881 0.881
Specificitet 0.943 1.000 1.000 1.000
Residual- 513.420 574.710 561.420 588.020
avvikelse

Utifran tabell [6] kan det avldsas att ModellAIC respektive ModellBIC har
lagsta viardena pa AIC respektive BIC. Vilket &r som forvintat eftersom
modellerna tagits fram med syftet att minimera AIC respektive BIC.

Vidare ser vi i tabell [6] ovan att ModellAIC &r modellen som far de hogsta
virdena pa bade McFadden R? samt Cox och Snell R?. Vilket indikerar en
béttre modell enligt detta matt da de béttre anpassar sig till traningsdata.
Dessa tva olika varianter av R? antyder att ModellAIC #r nagot béttre #n
de 6vriga for detta matt (dven om detta delvis kan bero pa att R? premierar
storre modeller som tenderar att dveranpassa till traningsdata). Eftersom
ett McFadden R? virde i intervallet 0.2-0.4 anses som en utmirkt model-
lanpassning kan slutsatsen dras att samtliga modeller anpassar sig val till

trianingsdata (se avsnitt [2.7.1)).
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Det dr ModellForstagradstermer som har hogst AUC vilket tyder pa att
det &r modellen med bést prediktionsformaga. Skillnaderna mellan model-
lerna kan inte anses som speciellt stora utan samtliga modeller har en hog
prediktiv formaga. Detta med anledning av att samtliga modeller har AUC
som ligger i intervallet 0.9-1 vilket enligt avsnitt (ekvation () anses
som utmiérkt. Detta kan avldsas fran ROC-kurvorna samt AUC for de olika
modellerna vilket kan dven ses i figur [4 och figur [5]i appendix.

Fran tabell [f kan dven Hosmer-Lemeshow p-viirdena for de olika modellerna
avlédsas. Déar ser vi att samtliga modeller har p-vérden 6ver 0.05 vilket tyder
pa att ingen av modellerna klassas som daliga enligt Hosmer-Lemeshow.
Bade ModellBIC och ModellCredit_History har hoéga p-virden vilket kan
anses vara fordelaktigt. Enligt avsnitt tyder hogre p-viarden pa att det
ar mindre troligt att det dr en dalig modell. Det pavisar dock inte att det &r
en bra modell vilket gor att detta méatt inte bidrar i lika hog grad till valet
av modell.

Prediktion Prediktion
0 1 0 1
_ 0 58 17 _ 0 59 0
& &
- -
-1 9 | 283 21 s | 300
(a) ModellAIC (b) ModellBIC
Prediktion Prediktion
0 1 0 1
. 0 59 0 . 0 59 0
& &
+ +
21 8 | 300 21 8 | 300
(¢) ModellFérstagradstermer (d) ModellCredit_History

Figur 3: Sammanblandningsmatriser for samtliga modeller dir bortfallet dr impu-
terat
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Klassificieringsformagan fran avsnitt [2.8 anger den korrekta andelen klassi-
ficeringar (ekvation ), vilket ar en tydlig indikation pa hur vil modellerna
predikterar. Utifran tabell [f] kan det utlisas att samtliga modeller forutom
Modell AIC har en klassificieringsférmaga pa 0.978, vilket motsvarar 2.2 pro-
cent felaktiga prediktioner. Sammanblandningsmatriserna for testdatan da
bortfallet &r imputerat med medelvirdet eller typvirdet ses i sammanbland-
ningsmatrisen i figur [3| for samtliga modeller. Fér samtliga modeller férutom
ModellAIC ér det atta felaktiga prediktioner som inte Gverensstdmmer med
det faktiska utfallet géllande om en lanesokande fick lanet beviljat eller inte.
Vi ser dartill att samtliga modeller har bade hog sensitivitet samt specifici-
tet och de kan dérfor anses vara modeller med god klassificeringsféormaga.

Fran tabell [ kan det dessutom utlésas att ModellAIC har ldgst residualav-
vikelse vilket enligt avsnitt tyder pa att det dr den modell som passar
traningsdata bést. Detta eftersom ett ligre virde pa residualavvikelsen vi-
sar pa att modellen forklarar datan béttre. Problemet med residualavvikelse
baserat pa trianingsdata dr att det dr ett matt som alltid har ldgre virde
for storre modeller eftersom residualavvikelsen inte kan bli hogre genom att
lagga till forklarande variabler till en modell. Dirav ser vi att det &r den
storsta modellen med flest parametrar som har lagst residualavvikelsen. For
de resterande mindre modellerna &r residualavvikelsen férhallandevis lika
vilket tyder pa att modellerna passar datan approximativt lika vil. De tva
R?-kriterierna ger ocksa hogst virden for ModellAIC. Som ndmnts ovan &r
detta inte forvanande, eftersom dessa kriterier ocksa utgar fran traningsdata
och dédrmed ar kénsliga for 6veranpassning, sa att den storre Modell AIC pre-
mieras.

Utifran tabell [f] samt figur [4] och figur 5] i appendix kan vi se att olika
jamforelsematt ger olika bésta modeller, med ModellAIC, ModellBIC och
ModellCredit_History som vinnare for de flesta kriterierna. Med anledning
av att ModellCredit_History &r den enklaste modellen som ger tdmligen lika
virden pa testerna som de andra modellerna, sa 6verviager enkelheten hos
ModellCredit_History vissa av de sma fordelar som de komplexare modeller-
na besitter. Detta medfor att vi kan anvéinda oss av en princip fran Sundberg
[9, s. 89] ”Om en enkel och en mer komplicerad férklaringsmodell passar lika
bra, sa skall man nog hysa storts tilltro till den enklaste.” Av det foljer att
ModellCredit_History véiljs som den bésta modellen med anledning av att
den har god prediktiv formaga samt passar datamaterialet véil, samtidigt
som det dr en enkel modell da den endast har med en forklarande variabel.

Nu jamfors de fyra olika framtagna modellerna da bortfallet ar uteslutet,
dér ModellCredit_History, ModellFérstagradstermer och ModellBIC bestar
av samma parametrar som tidigare med skillnaden att datan som nu anvénds
har observationer, med nagon saknad variabel, borttagna. Nu anvinds ute-
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slutet bortfall for bade testdata och traningsdata vilket ger andra skattade
parametrar samt en annan prediktionsformaga. Vidare skiljer sig ModellAIC
en aning fran tidigare da bortfallet var imputerat vilket kan ses i tabell
och tabell [10]i appendix. Tabell [7] presenteras nedan med ett antal matt for
att jamfora de olika modellernas prediktiva formaga pa testdata samt hur
vil de anpassar sig till traningsdata nér bortfallet dr uteslutet.

Tabell 7: Fyra modeller har anpassats till trdningsdata dir observationer
med saknade forklarande variabler dr uteslutna. Vidare &r de avsaknade
virdena uteslutna pa samma vis for testdata vilket anvénds for att jamfora
prediktionsférmagan hos de olika modellerna med kriterierna AUC, klassi-
ficeringsférmaga, sensitivitet och specificitet. Dér troskelviardet ¢ = 0.5 har
anvéants for att berdkna klassificeringsféormaga, sensitivitet och specificitet.
I tabellen jamfors de olika modellerna utifran olika jimforelsematt, dir de
resterande icke-prediktiva kriterierna berdknas med hjélp av trédningsdata.

Modell Modell

Test Modell AIC ModellBIC Forsta- Credit_
ordningen History
AIC 445.424 459.380 463.973 468.023
BIC 558.116 476.075 518.232 476.371
CoxSnell R? 0.343 0.256 0.276 0.236
MCFadden R?  0.341 0.239 0.262 0.218
AUC 0.905 0.935 0.978 0.951
Hosmer-
Lemeshow 0.771 1.000 0.154 1.000
p-value
Klassificierings- ) g95 0.983 0.976 0.983
férmaga
Sensitivitet 0.863 0.902 0.902 0.902
Specificitet 0.899 1.000 0.992 1.000
Residual- 391.420 451.380 437.970 464.020
avvikelse

Fran tabell [7] samt figur [6] och figur [7] i appendix kan det utlisas att dven
med denna metod for behandling av bortfallet presterar modellerna bra for
samma jamforelsematt som da saknade forklarande variabler imputerats.
Slutsatsen som dras fran tabellen &r att bada metoderna for att hantera bort-
fallet ger samma bésta modell for de flesta av jimforelsematten. Darav viljs
ModellCredit_History dven da de avsaknade virdena dr uteslutna med sam-
ma motivering som ovan. Namligen att om flera modeller presterar likvérdigt
sa viljs den enklaste.
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Vi har imputation som grundmetod for behandling av bortfallet. Nér vi
tolkar resultaten ser vi att det inte &r stora skillnader kopplat till hur val
modellerna predikterar for de tva metoderna imputation samt uteslutning av
bortfallet. Om det hade varit stor skillnad mellan hur val modellerna predik-
terade testdata hade det inneburit att metoden fér hur bortfallet hanterats
har stor paverkan. Med anledning av att det &r marginella skillnader mellan
tabell[6] och tabell[7]leder det till att behandlingen av de avsaknade virdena
inte har en pataglig inverkan pa resultatet. Daremot bor resultaten basera-
de pa imputerade bortfall vara nagot mer exakta, &ven om det fran tabell
[6] och tabell [7] indikerar att bada analyserna ger liknande resultat. Eftersom
imputation anses vara en bittre metod for att hantera avsaknade data sa
bor den anvidndas for datamaterialet i detta arbete, speciellt nér det &r en
forhallandevis stor andel variabelvirden som saknas. Fordelarna med im-
putation kontra uteslutning av observationer med avsaknade vérden &r att
risken for snedvridning av resultaten minskar. Ytterligare en positiv faktor
ar att da inga observationer utesluts blir den statistiska styrkan hogre. Det
ar darfor ModellCredit_History med imputerat bortfall véljs som slutgiltig
modell och som kommer att anvéindas fortsdttningsvis.

5 Slutsats

Slutsatserna som kan dras fran resultatet av modellanpassningarna &r att
samtliga modeller som presenterats skulle kunna anvéndas i prediktivt syf-
te. Det &r &dven intressevickande hur marginella skillnader det &r mellan
den mycket mer komplexa ModellAIC och den enkla ModellCredit_History.
Precis som ndmnts i resultatavsnittet dr det ModellCredit_Historys enkelhet
samt utméirkta prediktionsforméga som ar avgorande. Detta dr anledning-
en till att den slutgiltigt valda modellen &r just ModellCredit_History med
bortfallet imputerat. Bortfallet imputerat blir alltsa den slutgiltiga metoden
fér behandling av avsaknade data. Som tidigare ndmnts beror det pa att det
ar en mer robust och tillférlitlig metod. Detta kan motiveras med att impu-
tation minskar risken for bias samt ger hogre statistisk styrka jimfort med
uteslutning av bortfall.

Fran figur [3] ModellCredit_History kan det avlisas hur utomordentligt viil
den slutgiltiga modellen predikterar testdata. Fran sammanblandningsma-
trisen ses att endast atta fall klassificeras felaktigt av de totalt 367 fallen.
Detta motsvarar 2.2 procent felaktigt predikterade laneansékningar vilket
tyder pa att modellen besitter en mycket god prediktiv formaga for att
avgora om en laneansdkan ska godkénnas eller nekas. Detta kan dessutom
ses fran AUC samt ROC-kurvan i figur [p| som tyder pa samma sak.
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Analysen har dessutom bidragit till forstaelsen att det dr Credit_History som
dr den klart mest inflytelserika forklarande variabeln for att avgéra om en
laneansokan blir beviljad eller inte. For alla testade modeller oavsett storlek
var i samtliga fall Credit_History den mest signifikanta forklarande variabeln.
Av detta foljer att nir ett kreditinstitut ska avgora om en individ ska bevil-
jas ett givet lan beho6vs i stort sett endast information om den lanesékandes
kredithistoria. Om den lanestkande har en god kredithistoria blir individen
accepterad lanet enligt ModellCredit_History samt i annat fall nekad, vilket
onekligen &r en mycket enkel modell. Dérav lar inte anvindningen av denna
modell vara speciellt stor hos kreditinstitut men utifran datan som anvénds i
denna analys blir slutsatsen trots detta att modellen predikterar mycket val
om en laneanstkan ska beviljas eller inte. Detta visades bade genom ett hogt
AUC och en god klassificeringsférmaga vilket tyder pa att det dr en mycket
traffsiker modell. Slutsatsen som kan dras fran detta &r att det viktigaste
for privatpersoner dr att ha en god kredithistorik for att deras laneanstkan
ska godkdnnas. Saledes &dr det viktigt att du betalar dina rékningar i tid och
inte innehar for manga samt for stora skulder for att férbéttra dina chanser
att fa en laneansokan beviljad.

6 Diskussion

I allménhet d4r modeller forenklingar av verkligheten och fragan dr om den
valda modellen &r alltfor forenklad da den endast bestar av en forklarande
variabel. En forklaring till att modellen endast bestar av den forklarande
variabeln kredithistoria kan bero pa hur fallissemang &r definierat. Eftersom
sannolikheten for fallissemang ligger till grund fér bedémning om en lane-
ansokan ska beviljas eller avslas. Dédrav har den underliggande definitio-
nen for hur man definierar fallissemang en paverkan pa prediktionen om en
laneansokan ska beviljas eller avslas. Om fallissemang &r definierat som att
en betalning inte intriffat inom en viss tid efter betalningen skulle varit
utférd har det stora likheter med kredithistora. Om déremot definitionen
ar att lantagaren helt och hallet misslyckas utfora de avtalade betalningar-
na &r det mer troligt att &ven andra ytterligare faktorer torde ha en storre
paverkan. Detta kan alltsé vara en forklaring till att den slutgiltiga modellen
endast bestar av en forklarade variabel.

Slutsatsen som drogs dr att samtliga modeller visar pa en utmérkt predik-
tionsformaga. Déremot kan storleken pa datasetet samt storleken pa bort-
fallet vara nagot att ha i atanke vid tolkning av resultaten. Det hade dérav
varit intressant att ha ett storre traningsdataset for att mojligen kunna oka
tillforlitligheten hos modellanpassningen, eftersom storre dataset bidrar till
en hogre statistisk styrka for korrekta prediktioner for tesdata. Det ar svart
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att fa tag i bra dataset, men ett storre dataset som innehaller en lagre andel
avsaknade virden hade varit intressant att undersdka. Som nédmnts i avsnitt
ar bortfallet i traningsdata ungefiar 20 procent, vilket &r en stor andel.
Darav kan bortfallet ha en paverkan pa resultatet i denna undersékning.
Risken for detta har vi dock forsokt att minimera genom att anvénda oli-
ka metoder for behandling av bortfallet. Trots detta gar det déremot inte
att utesluta att bortfallet kan paverka resultatens tillférlitlighet. Detta med
anledning av att bortfall kan leda till bias om bortfallet &dr systematiskt.
Detta kan intraffa om det finns specifika samband eller ménster inom bort-
fallet som leder till att datan inte representerar hela populationen. Sadana
situationer uppstar exempelvis om bortfallet inte r slumpméssigt eftersom
det ar svart att veta anledningarna till varfér bortfallen uppstod. Déaremot
dr det ocksa viktigt att notera att bortfallet inte nédvéndigtvis behéver ha
paverkat resultaten. Dock bor man ha bortfallet i dtanke ndr man tolkar
resultaten.

Dessutom skulle det vara intressant att prova ytterligare metoder for att
hantera de avsaknade vérdena pa. Detta for att se om det finns béattre me-
toder for att hantera bortfallet samt se hur resultaten fordndras om dessa
metoder anvénds.

Dértill skulle det vara intressant for framtida analyser att undersoka mo-
deller med ytterligare férklarande variabler som inte ingick i detta dataset,
for att se om det finns flera variabler som kan vara inflytelserika. Exempel
pa sadana variabler skulle kunna vara syftet bakom lanet samt alder vilket
dven ndmns i Ali (2015), didr den bakomliggande orsaken till lanet ger ett
signifikant bidrag till modellanpassningen. Det hade alltsa varit intressant
att se om dessa forklarande variabler skulle kunna hjélpa till och bidra till
en dnnu precisare modell som noggrannare kan forutspa om en individ far
en laneansdkan beviljad eller inte [18| s. 12-22].

For framtida forskning skulle det dessutom vara intressant att jamfora hur
vél logistisk regression presterar jamfort med andra metoder som ndmnts i
avsnitt Enligt Tumuluru et al. (2022) och Kansal et al. (2021) framhévs
random forest som ytterligare en bra metod for att prediktera om en lane-
ansokan ska beviljas eller avslas och det skulle vara intressant att jamfora
denna metod med logistisk regression. Dessutom skulle de metoder som en-
ligt Louzada et al. (2016) &r de bésta for att prediktera laneforfall, ndmligen
stodvektormaskin och suddig logik, vara intressanta att applicera. Detta
eftersom prediktion av laneforfall samt prediktion kopplat till om en lane-
ansOkan accepteras eller nekas &r likartade problemstéllningar. Darfor kan
man forvinta sig att dven dessa metoder bor kunna prestera val. Att appli-
cera flera olika metoder for att prediktera om en laneanstkan beviljas eller
inte dr ett intressant omrade for vidare forskning for att se hur vil logistisk
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regression star sig gentemot andra och mer avancerade metoder.

Liknande fragestéllningar som behandlats i denna rapport for privatperso-
ner har dven gjorts for foretag. Ett sidant exempel &r Carlehed och Petrov
(2012) som tar upp hur nationalekonomiska faktorer paverkar sannolikhe-
ten for fallissemang. Detta &r en mycket véardefull insikt eftersom de eko-
nomiska cyklerna har en stor paverkan pa sannolikheten for fallissemang.
Detta dr relevant da sannolikheten for fallissemang ligger till grund f6r om
en laneansokan beviljas eller inte. For framtida forskning skulle d&ven detta
vara spidnnande att applicera, inte bara for foretag utan dven for privat-
personers sannolikhet for fallissemang. Jag skulle tro att ekonomiska cykler
har en paverkan &ven for privatpersoner, men det dr nagot att undersoka
noggrannare i framtida forskning [I7, ss. 7-10].
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Appendix

Tabell 8: ModellAIC &r modellen som har lagst AIC da bortfallet ar im-
puterat, antingen med medelvéirdet eller med typvérdet for den avsaknade

forklarande variabeln.

Modell AIC Skattning Std.fel p-virde
Intercept -9.185 3.173 0.004
Credit_History 3.857 0.483 <2e-16
Gender 3.246 2.105 0.123
Married 0.304 0.277 0.273
Dependents -0.252 0.187 0.178
Education 4.659 1.659 0.005
Self_Employed -25.783 520.067 0.961
ApplicantIncome 0.002 0.001 0.010
CoapplicantIncome 0.001 2e-4 0.010
LoanAmount -0.048 0.017 0.005
Loan_Amount_Term 0.017 0.008 0.051
Property_AreaSemiurban 0.730 0.448 0.103
Property_AreaUrban -0.640 0.482 0.184
Gender:Loan_Amount_Term -0.009 0.006 0.125
Married:Self_Employed 1.122 0.729 0.124
Dependents: ApplicantIncome 6e-5 3e-5 0.021
Education:CoapplicantIncome -6e-4 2e-4 0.005
Education:Loan_Amount_Term -0.010 0.005 0.027
Self_Employed: ApplicantIncome 3e-4 le-4 0.012
Self_Employed:Loan_Amount_Term 0.020 0.008 0.010
Self_Employed:Credit_History 16.585 520.054 0.975
ApplicantIncome:Loan_Amount_Term -6e-6 2e-6 0.005
ApplicantIncome:Property_AreaSemiurban  5e-5 Te-5 0.433
ApplicantIncome:Property_AreaUrban 2e-4 9e-5 0.036
LoanAmount:Loan_Amount_Term le-4 5e-5 0.008
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Tabell 9: ModellForstagradstermer d&r modellen med samtliga forklarade va-
riabler inkluderade exklusive samspel da bortfallet &r imputerat med antigen
medelvéardet eller typvéardet for den avsaknade forklarande variabeln.

ModellForstagradstermer Skattning Std.fel p-virde

Intercept -2.971 0.837 4e-4
Credit_History 3.901 0.418 <2e-16
Gender 0.009 0.297 0.975
Married 0.556 0.248 0.025
Dependents 0.041 0.117 0.724
Education 0.417 0.259 0.107
Self_Employed -0.030 0.315 0.924
ApplicantIncome le-5 2e-5 0.640
CoapplicantIncome -5e-5H 3e-5 0.161
LoanAmount -0.002 0.002 0.200
Loan_Amount_Term -9e-4 0.002 0.606
Property_AreaSemiurban 0.863 0.267 0.001
Property_AreaUrban 0.174 0.256 0.497
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Tabell 10: Modell AIC &r modellen som har lagst AIC, da observationer med

avsaknade forklarande variabler dr uteslutna.

ModelAIC Skattning Std.fel p-virde
Intercept -10.376 3.981 0.009
Credit_History 4.681 0.713 5.2e-11
Gender -0.595 0.744 0.424
Married 5.555 2.526 0.028
Dependents -2.780 1.182 0.019
Education 0.142 0.719 0.844
Self_Employed -26.347 919.092 0.977
ApplicantIncome 0.002 8e-4 0.026
CoapplicantIncome 4e-5 Se-4 0.931
LoanAmount 0.002 0.004 0.581
Loan_Amount_Term 0.016 0.011 0.130
Property_AreaSemiurban 1.433 2.333 0.539
Property_AreaUrban 6.064 2.808 0.031
Gender:Education 1.339 0.823 0.104
Married:Loan_Amount_Term -0.015 0.007 0.039
Dependents:Loan_Amount_Term 0.008 0.003 0.016
Education:CoapplicantIncome -0.001 3e-4 0.008
Self_Employed:Loan Amount 0.016 0.006 0.005
Self_Employed:Loan_Amount_Term 0.019 0.009 0.035
Self_Employed:Credit_History 17.248 919.084 0.985
ApplicantIncome:LoanAmount -Te-7 4e-7 0.051
ApplicantIncome:Loan_Amount_Term -5e-6 2e-6 0.037
CoapplicantIncome:LoanAmount -le-6 Te-5 0.049
CoapplicantIncome:Loan_Amount_Term 3e-6 le-6 0.015
CoapplicantIncome:Credit_History -3e-4 2e-4 0.097
Loan_Amount_Term:Property_AreaSemiurban -0.001 0.007 0.873
Loan_Amount_Term:Property_AreaUrban -0.017 0.008 0.033
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Tabell 11: ModellForstagradstermer dr modellen med samtliga forklarade
variabler inkluderade exklusive samspel da observationer med avsaknade
forklarande variabler &r uteslutna.

ModelForstagradstermer Skattning Std.fel p-virde

Intercept -2.963 0.918 0.001
Credit_History 3.632 0.431 <2e-16
Gender 0.371 0.329 0.259
Married 0.525 0.286 0.066
Dependents 0.083 0.134 0.539
Education 0.424 0.303 0.161
Self_Employed -0.152 0.350 0.665
ApplicantIncome 5e-6 3e-5 0.853
CoapplicantIncome -5e-5 4e-5 0.265
LoanAmount -0.003 0.002 0.110
Loan_Amount_Term -6e-4 0.002 0.757
Property_AreaSemiurban 0.949 0.301 0.002
Property_AreaUrban 0.099 0.295 0.738
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Figur 4: ROC-kurvan samt AUC fér ModellAIC och ModellBIC med bort-
fallet imputerat.
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ROC-kurva fér ModellCredit_History
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Figur 5: ROC-kurvan samt AUC for ModellCredit_History och Mo-
dellForstagradstermer med bortfallet imputerat.
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Figur 6:
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vationer med avsaknade forklarande variabler ar uteslutna.
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ROC-kurva fér ModellCredit_History
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Figur 7: ROC-kurvan samt AUC for ModellCredit_History och Mo-

dellForstagradstermer da observationer med avsaknade forklarande variab-
ler ar uteslutna.
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